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Aszfalt felületi hőmérsékletének  
meghatározása időjárási adatok alapján

Absztrakt

A burkolat hőmérséklete kulcsfontosságú az útépítésben, mind a pályaszerke-
zet méretezése, mind az útüzemeltetés területén. A burkolat felszínének hő-
mérsékletéből meghatározható a mélységi hőmérséklet, ami a méretezésben, 
valamint a behajlásméréseknél fontos paraméter. A felszíni hőmérséklet az 
üzemeltető mérnökségek számára kiemelt jelentőséggel bír a téli üzem során, 
mivel indikátorként használják a megelőző síkosságmentesítés megkezdéséhez. 
A magyar országos közúthálózaton mintegy 400 db meteorológiai állomás he-
lyezkedik el, ami azt jelenti, hogy 80 km úthálózat hőmérsékleti állapotát jel-
lemzi egyetlen mérőállomás. Ezek a mérőállomások az úthőmérséklet mellett 
számos egyéb időjárási adatot is gyűjtenek, mint a levegő hőmérséklete, relatív 
páratartalom, szélsebesség stb. Jelen cikk időjárási adatokon alapuló regres�-
sziós modelleket vizsgál a felületi hőmérséklet előrejelzésére. A magyarországi 
meteorológiai állomások adatait használva 24 különböző modellt tanítottam 
be. A legjobb (Matérn 5/2 GPR) modell 10 perces gyakoriságú adatok segít-
ségével RMSE = 2,33 °C pontosságot ért el, míg az órás inputok alkalmazá-
sával a modell pontossága RMSE = 2,24 °C-ra javult, ami a statisztikai zaj 
csökkentésével magyarázható. A nappali és éjszakai adatsor szétválasztásával 
optimalizált modell nem javított a pontosságon, viszont a számítást minimá-
lisan bonyolította, így a végső modell a 24 órás összesített adatokon tanult.  
A cikk alátámasztja, hogy négy időjárási input (levegőhőmérséklet, napsugár-
zás, annak változása, vízfilmvastagság) elegendő ennek eléréséhez. Az egyéb 
időjárást jellemző paraméterek, mint a relatív páratartalom, szélsebesség, 
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csapadékintenzitás nem javították a modell pontosságát. Az egyszerűbb mo-
dellek (pl. lineáris regressziós modell, RMSE = 2,88 °C) is hasonló globális 
pontosságot mutattak, azonban szélsőséges hőmérsékletek esetén az átlagos 
hibájuk jelentősen megnőtt, 40 °C felett RMSE > 4,5 °C értéket vett fel. Ezért 
a komplexebb modell alkalmazása mérnöki szempontból javasolt a nagyobb 
számítási igénye mellett is. A bemutatott regressziós modell segítségével három 
mért és egy számított időjárási adat alapján meghatározható a burkolat felszí-
ni hőmérséklete. Ez az eszköz lehetőséget ad arra, hogy olyan helyszíneken is 
ismert legyen a burkolat hőmérséklete, ahol nincs vagy attól távol helyezkedik 
el mérőállomás, esetleg burkolatfelújítás után nem került helyreállításra vagy 
egyéb okból üzemszünet áll fenn. Egy hosszú távú élettartam monitoring ese-
tében ez fontos információ lehet, ennek hazai kidolgozásáig és alkalmazásáig 
a cikkben bemutatott modell hatékony segítséget nyújthat a téli üzemeltetés 
során a közutak kezelői számára, ami növeli a forgalombiztonságot.

Kulcsszavak: aszfalthőmérséklet, gépi tanulás, regressziós modellek, hőmérséklet-előrejelzés, 
időjárási adatok
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1.	 BEVEZETÉS

A tervezők, a kivitelezők és az útüzemeltetők 
egyaránt érdekeltek a burkolatok hőmérsékle-
tének megismerésében. A tervezők a valós hő-
mérséklet-eloszlást kívánják figyelembe venni 
az aszfaltrétegek vastagságának meghatározá-
sakor, mivel az aszfalt merevsége hőmérséklet-
függő. A technológusok célja az előírásoknak 
leginkább megfelelő, optimális keverékösszeté-
tel (receptúra) megtervezése. Az útüzemeltetők 
feladata a burkolat minél hosszabb élettartamá-
nak biztosítása, amelynek során a meteoroló-
giai hatásokkal szembeni ellenállóképességet 
a tervezési és építési fázisban határozzák meg. 
A burkolaton belüli hőáram vizsgálata a pálya-
szerkezet viselkedésének jobb megértése érde-
kében szükséges (Ureczky et al., 2008). Pethő 
(2008) a disszertációjában feltárta az aszfalt alsó 
szálában ébredő megnyúlás és a réteg, valamint 
a léghőmérséklet kapcsolatát, amik között szo-
ros összefüggést talált (R2 = 0,99 és R2 = 0,84). A 
burkolathoz kapcsolódó üzemeltetési tevékeny-
ségeket az időjárási körülmények és az aszfalt-
burkolat hőmérséklete nagymértékben befolyá-
solja. A romlási folyamatokat (nyomvályúsodás, 
fáradás és hőmérsékleti repedés) a hőmérséklet 

éppúgy meghatározza, mint a téli üzemeltetési 
feladatokat, hiszen a megelőző sózás is egy adott 
hőmérsékleti küszöbhöz kötött. A burkolat-hő-
mérséklet modellezése így a mérnöki gyakorlat 
szempontjából kiemelkedő fontosságú kutatási 
terület. Mivel a burkolat hőmérséklete minden 
időjárási körülménnyel összefügg, észszerű fel-
tételezni, hogy a felületi hőmérséklet meteoro-
lógiai adatok alapján visszaállítható. Az időjárá-
si adatok, különösen a léghőmérséklet mérése 
könnyű feladat, így javasolt felhasználni az asz-
falt hőmérsékletének meghatározásához (Her-
ceg et al., 2020). A klímaváltozás következtében 
a jövő útépítő mérnökeinek új kihívásokkal kell 
szembenézniük, ha a tervezési és karbantartá-
si peremfeltételek a növekvő hőmérséklet miatt 
megváltoznak. Ez akkor is fontos szempont, ha 
a bitumenek igénybevételi tartománya hőmér-
séklet szempontjából nem fog nőni (Herceg et 
al., 2022). A probléma kezelésének első lépése 
a hőmérséklet robusztus modellekkel történő, 
megbízható meghatározása. 

Az ezen a területen elért első eredmények 
az 1950-es és 1960-as évekre nyúlnak vissza 
(Barber, 1957; Rumney et al., 1969). A Long-
term Pavement Performance Program (LTPP) 
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fejlettebb modelleket dolgozott ki (Mohseni, 
1998), amelyek Észak-Amerika összes régióját 
lefedték, de kizárólag a szélsőértékekre fóku-
száltak. Később más kutatók is fejlesztettek új 
modelleket (Dierfenderfer et al., 2006; Khan et 
al., 2019), követve ugyanezeket az elveket és cél-
kitűzéseket. Ezek mind regressziós modellek-
nek tekinthetők. A másik fő eljárás a hőmérleg-
egyenlet megoldása (Solaimanian et al., 1993). 
Ennek során a burkolat felületén egy negyedfo-
kú energiamegmaradási egyenletet írnak fel és 
oldanak meg. Magyarországon gyűjtött úthő-
mérsékleti adatsor reprodukálására elfogadha-
tó eredménnyel igazolták az energia-egyensúlyi 
egyenletet (Cho et al., 2022). Ennek ellenére ezt 
a módszert gyakran éri az a kritika, hogy bár a 
konvekciós hőcsere kiszámításához figyelembe 
veszi a szélsebességet, az alkalmazott empirikus 
képlet a legmagasabb felületi hőmérsékletet pa-
radox módon 4,5 m/s szélsebesség mellett adja 
meg, amire nincs fizikai magyarázat, valamint 
korlátos abban az értelemben, hogy az ipari 
gyakorlatban keveset vizsgált anyagparaméte-
rekkel dolgozik (emissziós tényező, albedo, ab-
szorpcitás), valamint numerikus megoldás nem 
egyszerű feladat gyakorló mérnökök számára. 

A regressziós modellek jól használhatók a 
hőmérséklet becslésére, mert empirikus jel-
legüknél fogva fizikailag könnyen értelmez-
hetők, és lokális körülményekre, megfelelő 
számú bemenő adat esetén könnyen tanítha-
tók. Napjainkban is jelennek meg újabb mo-
dellek, ezek többnyire neurális hálókat vagy 

komplex regressziós modelleket alkalmaznak. 
Huang és társai 2,21 °C pontosságot értek el 
gépi tanulási technikával (Huang et al. 2024), 
míg az XGBoost komplex modell alkalmasnak 
bizonyult valós idejű hőmérséklet becslésre is 
(Kebede et al, 2024). 

Jelen cikkben egy új regressziós modellt muta-
tok be, amelyet magyarországi meteorológiai 
adatok alapján fejlesztettem ki. A cél nem csu-
pán a szélsőértékek (minimum és maximum), 
hanem a közbenső értékek és a napi ingadozás 
meghatározása is. A modell pontosságának iga-
zolására statisztikai elemzéseket végeztem.

2.	 MÓDSZERTAN

2. 1.	 Adatgyűjtés

Magyarország országos közúthálózata több 
mint 32 700 km hosszú, mely magába foglalja 
az autópályákat, autóutakat és főutakat. Ezen a 
hálózaton számos elektronikai berendezés talál-
ható a forgalomszámlálás, a súlymérés, illetve 
az időjárási adatok gyűjtése céljából. A hálóza-
ton több mint 400 meteorológiai állomás üze-
mel. Az 1. ábra egy tipikus hazai útmeteoroló-
giai állomás elrendezését mutatja be.

Egy ilyen állomás általában burkolatba épített 
szenzort, mérőoszlopot, vezérlőszekrényt és ká-
belezést tartalmaz. A burkolati szenzor a felüle-
ti hőmérséklet mellett két opcionális mélységi 

Közúti közlekedés

1. ábra: Egy meteorológiai állomás általános felépítése  
(Forrás: saját szerkesztés, Sagemcom Magyarország Kft.)

Ábrajegyzék

1. ábra: Egy meteorológiai állomás általános felépítése [Forrás: saját szerkesztés, Sagemcom 
Magyarország Kft.]



Közlekedéstudományi Szemle 2026. LXXVI. évf. 5. sz.18

szenzorral képes mérni a burkolat mélyebb ré-
tegeinek a hőmérsékletét, valamint a sókon-
centrációt, a fagyáspontot és a vízfilmvastag-
ságot. Az oszlopon további érzékelők kapnak 
helyet: tipikusan egy levegőhőmérséklet- és pá-
ratartalom-mérő eszköz. A levegő hőmérsékle-
tét platina ellenállás-hőmérővel, a relatív pára-
tartalmat pedig kondenzátoros elven mérik. A 
csapadék típusát, intenzitását és mennyiségét 
egy 24 GHz-es Doppler-radar rögzíti, amely 
képes azonosítani a csapadékszemcsék méretét 
és sebességét. A szél sebességét és irányát négy, 
kereszt alakban, egymással szemben elhelye-
zett ultrahangos jeladó méri. Tízperces felbon-
tásban összesen 32 különböző adat rögzíthető. 
Az állomás mérési tartománya -40 °C és +70 °C 
között van, ami kielégítőnek tekinthető, mivel a 
valaha mért szélsőséges értékek soha nem lép-
ték túl ezeket a határokat. A kutatás során több 
millió adatot gyűjtöttem be 26 magyarországi 
(kizárólag autópályákon elhelyezett) állomás-
ról. A 2. ábra mutatja az állomások elhelyezke-
dését és az adatok időkeretét.

A legtöbb, időjárási adatokon alapuló tanul-
mány rávilágított arra, hogy a levegő hőmérsék-
lete mellett a napsugárzásnak van a legnagyobb 

hatása az aszfalt felületi hőmérsékletére. A te-
lepített állomások azonban nem rendelkeznek 
a napsugárzás mérésére alkalmas eszközzel. Az 
adatbázis kiegészítése érdekében a DNV céghez 
tartozó Solcasttól szereztem be globálsugárzá-
si (besugárzási) adatokat a pontos helyszínekre 
vonatkozóan, majd kiszámítottam a globálsu-
gárzás megváltozását.

A részletes elemzéshez egyetlen állomást (M4 
214+030 km) választottam ki, amely 3 éves 
(2022-2024) adatbázissal rendelkezett. A be-
gyűjtött 38 adatfajtából a korábbi tanulmá-
nyok és a mérnöki megfontolások alapján csu-
pán 7 prediktort választottam ki:

–– tair – levegőhőmérséklet, °C,
–– gti – globálsugárzás, W/m2,

–– dgti – globálsugárzás változása, W/m2,
–– rhum – relatív páratartalom, %,
–– perc – csapadékintenzitás, mm/h,
–– wfilm – vízfilmvastagság, μm
–– wind – szélsebesség, km/h.

A globálsugárzás változásának (dgti) bevoná-
sa szokatlan tényező lehet. A levegő és a bur-
kolat maximális hőmérséklete a besugárzá-

si csúcs után jelentkezik, 
ami időkésést (time lag) 
okoz. A sugárzás ampli-
túdója azonban a csúcs 
után is magas marad, ami 
a „túllövés” veszélyét rejti 
magában. A dgti beveze-
tése lehetővé teszi, hogy a 
modellek érzékeljék a vál-
tozást és a várható jövő-
beli tendenciát. A többi 
adatot a redundancia (pl. 
diffúz sugárzás), az irrele-
vancia (pl. szélirány) vagy 
az adatok folytonosságá-
nak hiánya miatt zártam 
ki. A legjobb prediktorok 
megtalálása érdekében 
Pearson-korrelációval ke-
resztkorrelációs vizsgála-
tot végeztem, amelyet a 3. 
ábra mutat be.

2. ábra: Adatgyűjtésbe bevont hazai meteorológiai állomások 
(Forrás: saját szerkesztés)

Közúti közlekedés

2. ábra: Adatgyűjtésbe bevont hazai meteorológiai állomások [Forrás: saját szerkesztés]



Koch D. 19

Közúti közlekedés

Bár az előzetes keresztkorrelációs teszt arra 
utalt, hogy egyes prediktoroknak kisebb (wfilm, 
perc, dgti), míg másoknak nagyobb (rhum) a 
hatása, a tanítás során mind a hét prediktort fel-
használtam. Az adatbázist felosztottam: az első 
két év (2022-2023) adatait használtam a tanítás-
hoz, a harmadik év adatait pedig a teszteléshez.

2. 2.	 Modelltípusok
Összesen 24 különböző modelltípust tanítot-
tam és teszteltem.

Lineáris modellek: Ezek a legköltséghatéko-
nyabb és legegyszerűbb modellek. Az együtt-
hatókat a legkisebb négyzetek módszerével 
számítottam ki. Az interakciós és lépésenkénti 
(stepwise) regressziós modellek képesek meg-
ragadni két független változó együttes hatását 
a függő változóra, míg a robusztus lineáris reg-
resszió a kiugró értékek kezelését optimalizálja.

Döntési fa modellek (finom, közepes, durva): 
Erőteljes gépi tanulási algoritmusok, amelyek 
fa-szerű struktúrával számítják ki az eredményt, 
minimalizálva az átlagos négyzetes hibát.

Support Vector Machine (SVM) modellek (li-
neáris, négyzetes, köbös, finom/közepes/durva 
Gauss): Nem paraméteres optimalizáló eszkö-
zök (Vapnik, 1995).

Gauss-folyamat alapú regressziós modellek 
(GPR) (racionális négyzetes, négyzetes exponen-
ciális, Matérn 5/2, exponenciális): Nem paramé-
teres, felügyelt tanulási technikák valószínűsé-
gi problémák megoldására. A modellek közötti 
különbséget az alkalmazott kernel (mag) függ-
vények jelentik (Rasmussen et al., 2006).

Fa-együttesek (Ensembles): Döntési fa model-
leket fognak össze a pontosság növelése ér-
dekében. A „Boosted” modell az előző fá-
ra építve korrigálja a hibákat, míg a „Bagged” 
modell független fákat használ, és átlagolja az 
eredményeket.

Neurális hálózatok (szűk, közepes, széles, két-
rétegű, háromrétegű): Az emberi agy működé-
se ihlette őket. A bemeneti és kimeneti rétegek 
között több rejtett, összekapcsolt réteg tanul-
ja meg a mintázatokat a kimenet előrejelzése 
érdekében.

2. 3.	 Modellkonfiguráció
Két modellkonfigurációt tanítottam, teszteltem 
és hasonlítottam össze. A 24 órás (teljes napos) 
modellek esetében a teljes adatbázist egyben 
használtam fel. A nappali-éjszakai modelleknél 
az adatbázist a sugárzás (gti) alapján bontottam 
ketté: ahol gti = 0, azt éjszakának tekintettem. 
Ennek a feltételezésnek az volt az alapja, hogy 

3. ábra: Prediktorok keresztkorrelációs mátrixa [Forrás: saját szerkesztés]

3. ábra: Prediktorok keresztkorrelációs mátrixa (Forrás: saját szerkesztés)



Közlekedéstudományi Szemle 2026. LXXVI. évf. 5. sz.20

Közúti közlekedés
éjszaka a sugárzás nulla, viszont a többi időjárá-
si változó olyan széles kombinációkat vehet fel, 
ami ronthatja a 24 órás modellek tanítási haté-
konyságát. Az elvárás az volt, hogy a különvá-
lasztott nappali és éjszakai modellek együttesen 
felülmúlják a 24 órás modellt.

A legjobb matematikai modell és konfiguráció 
kiválasztása után a pontosságot az adatsűrűség 
függvényében is megvizsgáltam. Az eredeti 10 
perces adatsort úgy alakítottam át, hogy a 10 
perces értékeket 1 órás átlagokká számoltam át.

2. 4.	 Statisztikai tesztek
A 3 éves adatsorból az első két év szolgált taní-
tó adatként (105 122 megfigyelés prediktoron-
ként), míg a harmadik évet (52 704 megfigye-
lés) független tesztadatként különítettem el.

A tanított modellekre és a tesztadatokra meg-
határoztam az RMSE, a MAE és az R2 értékeket. 
Two one-sided test (TOST) vizsgálatot végez-
tem annak alátámasztására, hogy a becsült ér-
tékek statisztikailag azonosnak tekinthetők-e a 
mért értékekkel (Schuirmann, 1987). A varian-
ciaanalízis (ANOVA) helyett azért választottam 
ezt, mert az ANOVA nagyszámú megfigyelés 
esetén a legapróbb hibákra is túlzottan érzé-
keny. Mivel a TOST az útépítési gyakorlatban 
ritkábban használt módszer, az alábbiakban rö-
viden ismertetem.

A TOST a nullhipotézist vizsgálja két átlag, a 
vizsgált populáció (µT) és a referenciapopulá-
ció (µR) közötti különbség hiányára. A hipoté-
zis szerint Θ1 < µT - µR < Θ2, ahol a [Θ1, Θ2] egy 
olyan „ekvivalencia intervallum”, amelyen belül 
a különbség olyan kicsi, hogy a két érték egyen-
lőnek tekinthető. Feltételezzük, hogy az adat-
halmaz statisztikai értelemben kiegyenlített, 
vagyis az intervallum szimmetrikus a nullára 
(Θ1 = -Θ2). Az intervallumhipotézist két egyol-
dalas hipotézisre kell bontani:

H01: μT - μR ≤ Θ1 és H11: μT - μR > Θ1

H02: μT - μR ≥ Θ2 és H12: μT - μR < Θ2

A µT és µR ekvivalenciája csak akkor jelenthető 
ki, ha mind H01, mind H02 elutasításra kerül két 
egyoldali t-próbával:

és 

A számításhoz d az eltérések átlaga, se a különb-
ségek standard hibája és α a szignifikanciaszint 
értéke. A szenzorok mérési pontosságából kiin-
dulva α = 0,05, θ1 = -0,2, és θ2 = 0,2 értékekkel 
számoltam.

A prediktorok számának minimalizálása ér-
dekében elemeztem azok hatását az RMSE-re. 
A maradékhibákat szintén megvizsgáltam: 
kiszámítottam az eloszlást, és Bland-Altman 
tesztet is lefuttattam (Bland et al., 1986).

3.	 EREDMÉNYEK

3. 1.	 Alapmodell tanítása
Az alapértelmezett modelltanítás a 24 órás, 
nagy felbontású (10 perces) adatsoron történt. 
Az eredményeket az 1. táblázat tartalmazza.

A modelleket a tesztelés utáni RMSE értékek 
alapján rendeztem sorba. Csupán a köbös SVM 
modell eredménye tekinthető rossznak, az ös�-
szes többi modell pontossága szűk tartomány-
ban mozog. Az R2 értékek egyenletesen maga-
sak. Az elvárásoknak megfelelően a hosszabb 
tanítási idő és a robusztusabb modellek ponto-
sabb eredményt hoztak, de a betanítási idő és a 
modellméret nem egyenesen arányos a pontos-
sággal, hiszen a legegyszerűbb modellek (line-
áris regresszió, finom fa modell) is elfogadható 
eredményt nyújtottak. A hibamutatók a tesztelés 
során – a várakozásoknak megfelelően – enyhén 
romlottak (átlagos „túltanulási” hiba: 0,38 °C).

A globális pontosság egy kivételtől eltekint-
ve mindegyik modell esetében megfelelő volt 
(Dickinson, 1978). Az egyszerűbb model-
lek, bár nagyságrendekkel kevesebb számítá-
si kapacitást igényelnek, pontosságuk csak a 
középső hőmérsékleti tartományban állítha-
tó párhuzamba a komplexebb modellekkel.  
A Matern 5/2 GPR modell és a legegyszerűbb, 
lineáris regressziós modell összehasonlítá-
sát mutatja a 4. ábra. Jól látható, hogy 40 °C 
fok fellett az átlagos négyzetes hiba a lineáris 
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modell esetében jelentősen megnő, meghalad-
ja a 4,5 °C-t is. Alacsony hőmérsékletek esetén 
a modellek hibája alacsonyabb, azonban itt is 
a lineáris modell pontossága relatíve leromlik, 
a GPR modellhez képest az RMSE több mint 
50%-kal nagyobb. Ezért az egyszerűbb model-
lek alkalmazása nem javasolt.

3. 2.	 Nappali-éjszakai modell
A nappali és éjszakai modellek tanításához az 
adatsort a gti érték alapján szétválasztottam. 
Ugyanazokat a modellstruktúrákat alkalmaz-
tam, a végeredmény kiszámításához pedig ös�-
szefűztem a nappali és éjszakai becsült hal-
mazokat. A legjobb modelleket a 2. táblázat 
hasonlítja össze a 24 órás alapmodellekkel.

Modell 
csoport Modell típus Tanítási 

idő (s)

Tanítás Teszt

RMSE 
(°C)

MAE 
(°C) R2 RMSE 

(°C)
MAE 
(°C) R2

GPR Matern 5/2 28 812 1,98 1,36 0,98 2,33 1,64 0,97

neurális háló széles 50 017 2,03 1,41 0,98 2,35 1,68 0,97

SVM közepes 6 976 2,10 1,45 0,98 2,37 1,67 0,97

GPR racionális négyzetes 65 607 1,92 1,30 0,98 2,38 1,67 0,97

neurális háló közepes 48 646 2,16 1,51 0,97 2,38 1,72 0,97

neurális háló háromrétegű 50 877 2,21 1,56 0,97 2,39 1,71 0,97

GPR négyzetes exponenciális 19 927 2,12 1,47 0,97 2,40 1,71 0,97

GPR exponenciális 47 999 1,71 1,08 0,98 2,48 1,75 0,96

neurális háló kétrétegű 50 367 2,19 1,53 0,97 2,49 1,80 0,96

neurális háló keskeny 48 222 2,26 1,59 0,97 2,52 1,82 0,96

Fa-együttes Bagged 7 890 1,74 1,16 0,98 2,52 1,77 0,96

SVM durva 7 768 2,39 1,68 0,97 2,63 1,90 0,96

Fa-együttes Boosted 7 803 2,52 1,76 0,96 2,67 1,96 0,96

Fa durva 79 2,13 1,45 0,97 2,70 1,90 0,96

SVM négyzetes 2 207 2,49 1,74 0,97 2,73 1,98 0,96

lineáris Stepwise 278 2,50 1,77 0,96 2,78 2,03 0,96

lineáris Interactions 16 2,50 1,77 0,96 2,78 2,03 0,96

Fa közepes 73 2,06 1,36 0,98 2,83 1,98 0,95

SVM lineáris 824 2,69 1,94 0,96 2,86 2,14 0,95

lineáris robosztus 16 2,74 1,93 0,96 2,86 2,12 0,95

SVM finom 5 977 2,35 1,46 0,97 2,87 1,92 0,95

lineáris lineáris 13 2,67 1,96 0,96 2,88 2,19 0,95

Fa finom 56 2,11 1,34 0,98 3,01 2,09 0,95

SVM köbös 11 338 6,12 4,27 0,79 7,33 3,96 0,69

1. táblázat: A 24 órás, 10 perces felbontású adatokon tanított modellek teszt eredményei 
(Forrás: saját szerkesztés)
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A nappali-éjszakai modell eredményei csupán 
elhanyagolható különbséget mutattak (ΔRMSE 
< 0,1 °C) a 24 órás modellekhez képest. Noha 
a rangsor némileg változott, ugyanazok a mo-
dellstruktúrák hozták a legjobb eredményeket. 
Az 5. ábra a mért és becsült hőmérsékleteket 
mutatja. Nincs vizuális különbség a két konfi-
guráció között, bár mindkettő zajos maradt, 
ami a GPR modellezés sajátos hátrányának 
tekinthető.

3. 3.	 Two one-sided test
Az eredmények alapján a Matern 5/2 kernel-
függvényt alkalmazó, Gauss-folyamat alapú, 
regressziós modell (GPR) bizonyult a legjobb 
modellnek. A TOST elemzés célja annak igazo-
lása volt, hogy a becsült értékek a mért értékek-
kel statisztikai értelemben egyenértékűek, azaz 
a köztük lévő hiba az előre definiált [-0,2; 0,2] 
tartományon belül marad. Mivel pTOST = 0,0013 
< 0,05, a nullhipotézist elvetettem, így a modellt 
sikeresnek minősítem. Ez az eredmény statisz-
tikai szempontból megerősíti, hogy a becslési 

2. táblázat: A 24 órás és a nappali-éjszakai modell összehasonlítása (Forrás: saját szerkesztés)

4. ábra: A hibák hőmérséklet függése (Forrás: saját szerkesztés)

4. ábra: A hibák hőmérséklet függése [Forrás: saját szerkesztés]

Modell csoport Modell típus
RMSE (°C) MAE (°C) R2

24h N-É 24h N-É 24h N-É
GPR Matern 5/2 2,33 2,34 1,64 1,65 0,97 0,97
Neurális háló széles 2,35 2,39 1,68 1,69 0,97 0,97
SVM közepes 2,37 2,39 1,67 1,68 0,97 0,97

GPR racionális 
négyzetes 2,38 2,33 1,67 1,65 0,97 0,97

Neurális háló háromrétegű 2,39 2,48 1,71 1,77 0,97 0,96

GPR négyzetes 
exponenciális 2,40 2,41 1,71 1,71 0,97 0,97

GPR exponenciális 2,48 2,42 1,75 1,72 0,96 0,97
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hibák biztonsággal a szenzorok pontossági ha-
tárain belül helyezkednek el. Bár a 90%-os 
konfidenciaintervallum [-0,186; -0,153] sziszte-
matikus alulbecslésre utal, ennek mértéke elha-
nyagolható, és teljesíti az elvárt kritériumokat.

3. 4.	 A prediktorok hatása
A legpontosabb modellt (Matern 5/2 GPR) a 
bemeneti változóinak optimalizálása érdeké-
ben egy szekvenciális, előrehaladó változóbe-
vonási eljárás keretében hétszer tanítottam újra.  
A vizsgálat célja annak számszerűsítése volt, 
hogy az egyes környezeti tényezők integrálá-
sa milyen mértékben képes javítani a modell 

globális pontosságát, amit az átlagos négyzetes 
hibával jellemeztem (RMSE). 

A 6. ábra azt mutatja, hogy a prediktorok számá-
nak növelésével a pontosság nem lineárisan ja-

vul. Kezdetben, a leve-
gő-hőmérséklet (tair), 
a sugárzási adatok (gti, 
dgti) bevonásával drasz-
tikusan csökken az  
RMSE, míg a negyedik 
változó, a vízfilmvas-
tagság (wfilm) bevonása 
után a hibagörbe stag-
nál, a további változók 
hozzáadásával a pontos-
ság állandósul a 2,30–
2,35 °C közötti sávban.

Ez rámutat arra, hogy a 
keresztkorreláció hasz-
nos, de nem tökéletes 
becslőeszköz a komplex 
gépi tanulási modellek 
esetében. A korrelációs 

elemzésben a relatív páratartalom (rhum) erős 
korrelációt mutatott a felületi hőmérséklettel, 
míg a vízfilmvastagság vagy a sugárzásváltozás 
hatása elhanyagolható volt. A modelltanításnál 
viszont épp az ellenkezője bizonyosodott be: a 
modell képes volt feltárni azokat a nemlineáris 
összefüggéseket és interakciókat, amelyeket a 
klasszikus korreláció elfedett.

Az eredmények fizikai 
értelmezése helytálló: 
a felszíni hőmérséklet 
makrotrendjét a levegő 
hőmérséklete és a köz-
vetlen besugárzás ala-
kítja. A sugárzás vál-
tozása által a modell 
képes figyelembe venni 
nemcsak a napi csúcso-
kat, hanem az égbolt 
időszakos borultsá-
gát is, míg a vízfilm je-
lentléte a felületet érő 
nemlineáris hűtő vagy 
pufferelő hatásokat 
kezeli.

5. ábra: A 24 órás és nappali-éjszakai modellek összehasonlítása [Forrás: saját szerkesztés]

5. ábra: A 24 órás és nappali-éjszakai modellek összehasonlítása 
(Forrás: saját szerkesztés)

6. ábra: Prediktorok hatása a modell pontosságra (Forrás: saját szerkesztés)

6. ábra: Prediktorok hatása a modell pontosságra [Forrás: saját szerkesztés]
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3. 5.	 Adatsűrűség
A GPR modellek egyik legnagyobb korlátja a 
mintaszámmal nagymértékben növekvő szá-
mítási komplexitás O(n3), ahol n a tanító ada-
tok száma. Az 1. táblázat szerint a legnagyobb 
felbontás mellett a GPR modell tanítása 28 812 
másodpercig (≈ 8 óra) tartott, ami rendkívül 
nagy számítási igényt jelentett az egyszerűbb 
modellekkel összehasonlítva. A hatékonyság 
növelése érdekében a modellt újratanítottam 
egy csökkentett adatsűrűségű, 1 órás átlagok-
ra aggregált halmazon, ami a megfigyelések 
számát 105 122-ről 17 520-ra csökkentette.  
A tanítási idő 832 másodpercre (≈ 0,2 óra) esett 
vissza, ami 97%-os időmegtakarítást jelent. Ez 
ugyan több, mint ami a komplexitás és adat-
pontok közötti köbös összefüggés alapján vár-
ható, azonban a modell tanítása rendelkezik 
olyan fix költségekkel (pl. mátrix invertálás, hi-
perparaméterek numerikus optimalizációja), 
ami megnöveli a számítási igényt.

A Matern 5/2 GPR modell ezen felbontás mel-
lett kiváló, tesztelt RMSE = 2,24 °C pontossá-
got ért el, ami azt jelzi, hogy a nagy felbontású 
10 perces adat finoman „túltanította” az erede-
ti modellt. Az órás felbontás a statisztikai zaj 
csökkentését jelentette, amit a 7. ábra is mutat. 
A narancssárga vonal, ami a 10 perces felbon-
táson tanult tüskés, zajos, különösen a csúcsok 
közelében, míg a zöld, órás felbontású modell 
kisimítja a bemenő adatok lokális fluktuációját 

és kimenet oszcillálását, ezáltal sokkal stabilab-
ban képes a valós hőmérséklet becslésére. 

A TOST elemzés itt is megerősítette a modell 
érvényességét (pTOSTh = 0,02 < 0,05). Ez statisz-
tikailag bizonyítja, hogy az órás modell becslési 
hibája a szigorú konfidencia-intervallumon be-
lül marad [-0,19; -0,11], vagyis az adatok agg-
regálása nem okozott információ-veszteséget, a 
modell megbízható maradt.

3. 6.	 Bland-Altman teszt
A modell gyakorlati alkalmazhatóságának iga-
zolására intervallumonkénti Bland-Altman 
elemzést végeztem. A módszer lényege, hogy 
a teljes mérési tartományt 10 °C-os osztályok-
ra bontva vizsgáltam a becsült és mért értékek 
különbségét az átlaguk függvényében. A 8. ábra 
diagramja alapján a szigorú elvárást – miszerint 
a mérési pontok legalább 95%-ának a statisz-
tikai egyetértési határokon (Limits of Agree-

ment, LoA) belül kell 
elhelyezkednie – mind-
két modell esetében két 
középső hőmérsékleti 
osztály teljesítette ma-
radéktalanul (a 10 per-
ces modell a 0–10 °C 
és 10–20 °C sávokban 
96,5 % és 95,5 %-os 
értéket, míg az órás 
modell a 10–20 °C és 
a 40–50 °C sávokban 
95,4% és 95,2%-ot ért 
el). Fontos azonban ki-
emelni, hogy a többi 
tartományban is rend-
kívül közel voltak a 
határhoz (a legalacso-
nyabb érték is 91,8% 
feletti), ami igazolja, 

hogy a modellek lokális predikciós képessége a 
teljes működési tartományban stabil. A torzítás 
a legtöbb intervallumon a nullavonal közvetlen 
közelében ingadozik, a hibák eloszlása körül 
normál jelleget mutat. Nagyobb hibákat a ma-
gasabb (30–40 °C) hőmérsékleti tartományok-
ban azonosítottam.

7. ábra: A 10 perces és az órás felbontású modellek összehasonlítása  
(Forrás: saját szerkesztés)

7. ábra: A 10 perces és az órás felbontású modellek összehasonlítása (Forrás: saját szerkesztés)
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Közlekedésbiztonsági szempontból a model-
lek pont a legkritikusabb (minimum és +10 °C 
közötti) tartományban a legpontosabbak, ami 
optimális viselkedésnek tekinthető. A modell 
megbízhatósága a téli üzemeltetés szempontjá-
ból éppen a legrelevánsabb hőmérsékleti tarto-
mányban a legnagyobb, ami az alkalmazhatósá-
got jelentősen növeli.

4.	 EREDMÉNYEK ÉRTÉKELÉSE

A cikk regressziós modellek betanítását és 
tesztelését mutatta be. Az eredmények rávilá-
gítottak, hogy ezek hatékony eszközök a bur-
kolat-hőmérséklet előrejelzésére (23 modell 
pontossága 0,7 °C-on belül volt). A kiemelt 
eredmények a következők:

A regressziós modellek pontosan jelzik előre az 
aszfalt felületi hőmérsékletét. A legjobb a Ma-
tern 5/2 GPR volt (RMSE = 2,33 °C).

A nappali-éjszakai modellkonfiguráció nem 
növelte a pontosságot, de megemelte a számí-
tási költséget.

A TOST elemzés statisztikailag igazolta, hogy 
a becsült adathalmaz azonos a mért adatokkal.

Négy prediktor bevonása (tair, gti, dgti, wfilm) 
elegendő a maximális pontosság eléréséhez.

Az órás adatsűrűség alkalmazása jelentősen 
(97%-kal) csökkentette a számítási időt, miköz-
ben az RMSE = 2,24°C-ra javult.

Az intervallumokra bontott Bland-Altman 
tesztek szerint a modell a biztonság szempont-
jából kritikus, alacsonyabb hőmérsékleti tarto-
mányokban teljesít a legpontosabban.

5.	 ÖSSZEFOGLALÁS

A regressziós modellek rendkívül hasznosak 
az útépítő és üzemeltető mérnökök számára. 
A telepített útmeteorológiai állomások adatai-
val a modellek könnyen taníthatók, és megfele-
lő pontosság (RMSE ≈ 2,5 °C) érhető el. A mo-
dellek akkor nyújtják a legjobb előrejelzéseket, 
amikor arra a közlekedésbiztonság szempontjá-
ból a legnagyobb szükség van (0 °C közelében). 
Az eljárás jól alkalmazható akkor is, ha egy út-
felújítás során a beépített szenzorok ideiglene-
sen nem képesek adatot szolgáltatni. A kutatás 
rávilágított, hogy a Matern 5/2 GPR egy robusz-
tus és precíz modell, amelynél a maximális pon-
tosság eléréséhez elegendőek az órás felbontású 
adatok. A kutatás következő lépése a burkolat 
mélységi hőmérséklet-eloszlásának előrejelzése 
lehet.

8. ábra: Az intervallumokra bontott Bland-Altman teszt eredményei (Forrás: saját szerkesztés)

8. ábra: Az intervallumokra bontott Bland-Altman teszt eredményei (Forrás: saját szerkesztés)
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Pavement temperature has a key importance 
in road construction, both in the design of the 
pavement structure and in road maintenance. 
The in-depth temperature can be determined 
from the pavement surface temperature, which 
is an important parameter in design and for 
deflection measurements. Surface tempera-
ture has particular importance to road main-
tenance engineers during winter operations, 
as it serves as an indicator for when to begin 
preventive de-icing. There are approximately 
400 weather stations located along the Hun-
garian national highway network, meaning 
that a single measuring station characterizes 
the temperature conditions of 80 km of the 
road network. In addition to road surface tem-
perature, these stations also collect a variety of 
other weather data, such as air temperature, 
relative humidity, wind speed, etc. This article 
examines regression models based on weather 
data for predicting surface temperature. Using 
data from meteorological stations in Hungary, 
I trained 24 different models. The best mod-
el (Matern 5/2 GPR) achieved an accuracy of 
RMSE = 2.33 °C using data at 10-minute inter-
vals, while using hourly inputs improved the 
model’s accuracy to RMSE = 2.24 °C, which 
can be explained by a reduction in statistical 

noise. The model optimized by separating the 
daytime and nighttime data sets did not im-
prove accuracy but did slightly complicate the 
calculations; therefore, the final model was 
trained on the aggregated 24-hour data. The 
article confirms that four meteorological in-
puts (air temperature, solar radiation, its vari-
ation, and water film thickness) are sufficient 
to achieve this. Other meteorological param-
eters, such as relative humidity, wind speed, 
and precipitation intensity, did not improve 
the model’s accuracy. Simpler models (e.g., a 
linear regression model, RMSE = 2.88 °C) al-
so showed similar overall accuracy; however, 
their average error increased significantly un-
der extreme temperatures, reaching an RMSE 
> 4.5 °C above 40 °C. Therefore, from an en-
gineering perspective, the use of the more 
complex model is recommended, despite its 
higher computational demands. Using the 
presented regression model, the surface tem-
perature of the pavement can be determined 
based on three measured and one calculated 
weather data point. This tool makes it possible 
to determine the pavement temperature even 
at locations where there is no weather station 
or where it is located far away, or where the 
station has not been restored after pavement 
rehabilitation, or where it is otherwise out of 
service. In the context of long-term monitor-
ing, this can be important information; until 
a domestic solution is developed and imple-
mented, the model presented in this article can 
provide effective assistance to public road op-
erators during winter operations, thereby en-
hancing traffic safety.
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